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深度学习加速芯片架构设计中数据通路与存储层次协同
优化研究

王颖  韩鋆  徐新宇

中囯电子科技集团第五十八研究所，江苏省无锡市，214000

深度学习算法中，卷积神经网络（CNN）与循环神

经网络（RNN）及其变体应用广泛。CNN通过卷积层、池

化层和全连接层处理图像，卷积核滑动提取局部特征，

实现权值共享；池化层降维增强鲁棒性，如AlexNet可

精准提取图像特征。RNN用于处理序列数据，但其处理

长序列存在梯度问题，LSTM通过门控机制、GRU通过简

化结构解决该问题，在机器翻译等任务中表现出色。这

些算法计算复杂，要求芯片具备强并行计算、高效数据

摘要：本文聚焦深度学习加速芯片架构设计，针对传统芯片架构在处理深度学习任务时，数据通路与存储层次协

同效率低下的问题展开深入探索。深度学习算法计算量大、数据访问模式复杂，对芯片计算性能和存储能力要求

严苛。通过构建基于深度学习算法特性的协同优化模型，在数据通路设计上，采用脉动阵列结构等优化矩阵运算

路径，提升计算单元效率；存储层次方面，运用优化缓存策略、引入高带宽内存等技术，提高数据存储与访问性

能。实验表明，协同优化方案显著提升了芯片性能，以AlexNet模型为例，训练时间缩短66.7%，推理时间减少

80%，能耗降低40%，存储利用率大幅提高。
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处理与快速存储访问能力。

传统CPU和GPU架构处理深度学习任务存在明显缺

陷。CPU核心少、并行计算能力弱，内存带宽低，面对

深度学习大量矩阵运算和数据读写时效率低下。GPU虽

适合并行计算，但资源分配不灵活、能耗高，固定的存

储层次难以适配深度学习动态数据访问需求，导致存储

访问延迟大，影响任务执行速度。随着深度学习模型发

展，这些局限日益凸显。

深度学习加速芯片架构专为高效处理深度学习任务

设计，一般包含计算单元、存储单元、数据通路和控制

单元。计算单元含大量并行核心执行运算，如TPU的矩

阵乘法单元提升计算效率；存储单元分不同层次满足速

度和容量需求；数据通路优化结构与带宽减少传输延

迟；控制单元协调各单元工作，按需分配资源[1]。其

工作原理基于对深度学习算法的优化，如采用脉动阵列

实现高效矩阵乘法，优化存储层次、利用数据压缩技术

等提升性能。相比传统架构，它在计算效率、能耗和存
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1引言

随着深度学习在计算机视觉、自然语言处理、语音

识别等众多领域取得显著成果，其对计算性能的需求呈

指数级增长。深度学习模型，如卷积神经网络

（CNN）、循环神经网络（RNN）及其变体，包含海量参

数和复杂的计算逻辑，传统的中央处理器（CPU）和图

形处理器（GPU）在处理这些任务时，逐渐暴露出计算

效率低下、能耗过高的问题，不仅限制了深度学习技

术的快速发展，也阻碍了其在资源受限设备中的广泛

应用。

数据通路作为芯片中数据传输和处理的通道，其效

率直接影响芯片的整体性能；存储层次则负责数据的存

储与管理，不同层次的存储在容量、速度和成本上存在

差异。如何构建高效的存储层次结构，实现数据的快速

访问和存储，是提高芯片性能的关键。然而，在传统

的深度学习加速芯片架构设计中，数据通路与存储层

次往往独立设计，缺乏有效的协同优化，导致数据在

传输与存储过程中产生大量延迟和能耗，严重制约了

芯片的计算性能和能效比。

通过优化深度学习加速芯片架构设计中的数据通路

与存储层次的协同工作机制，可以显著提高芯片的计算

效率，降低能耗，从而加速深度学习模型的训练与推理

过程，推动深度学习技术在更多领域的应用与发展，

具有广泛的应用前景和经济价值。

2深度学习加速芯片架构基础
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储带宽利用上优势显著，如谷歌TPU在推理任务中计算

效率远超传统GPU，成为推动深度学习发展的关键[2]。

3数据通路设计与优化

数据通路在深度学习加速芯片中负责数据在存储和

计算单元间的传输，由算术逻辑单元（ALU）、寄存器

组、数据总线构成。ALU执行深度学习中的矩阵乘法等

基本运算；寄存器组临时存储数据，减少访问延迟，支

持模型计算；数据总线决定传输速度，深度学习加速

芯片常采用高速总线满足数据传输需求。各部件协作

完成数据处理，如模型前向传播时，数据经存储单元

到寄存器组，再由总线传至ALU计算，结果返回寄存器

组并存储。

流水线技术将复杂计算分解为多阶段，各阶段由专

门部件执行，中间插入寄存器暂存结果，提升数据通路

吞吐量和处理速度，在深度学习卷积和矩阵乘法运算中

广泛应用，如将卷积运算分阶段，使多个计算任务可同

时处理。并行处理技术通过增加计算资源，如多个ALU

等，让多个任务并行处理，契合深度学习大量矩阵运

算和并行操作的特点，还可采用多线程技术提升效

率。综合运用这些方法技术，能设计出满足深度学习

高性能需求的数据通路[3]。

深度学习任务计算特殊、数据流动复杂，对数据通

路要求高。模型中矩阵和卷积运算多，数据读写量大，

访问模式不规则。为满足需求，可优化矩阵运算路径，

采用脉动阵列结构减少数据传输存储开销。还能优化数

据通路结构，用高速缓存减少片外内存访问，设计高

速总线或多总线结构提升带宽，利用数据压缩技术降

低传输量，以此提高数据通路性能，满足深度学习对

计算效率和数据处理的要求[4]。

4存储层次设计与优化

在深度学习加速芯片里，存储层次结构负责数据存

储与管理，不同层级存储部件协同，满足芯片对数据存

储在容量、速度、成本上的多样需求[5]。寄存器紧邻

计算单元，访问速度极快但容量小，用于暂存中间结

果、模型参数，支撑快速运算。缓存（Cache）处于

CPU和主存间，基于SRAM技术，通过预存数据减少CPU

访主存次数，提升访问速度。主存采用DRAM技术，容

量大但访问速度慢，存储模型完整参数、训练及推理

数据。辅助存储器（如硬盘、SSD）容量巨大，用于长

期存储海量数据和程序，但访问速度极慢，用时先加载

到主存。

存储层次的访问速度、存储容量和带宽等性能指标

对深度学习加速芯片至关重要。访问速度方面，寄存器

最快，缓存次之，主存较慢，辅助存储器访问最慢，存

储层次访问速度慢会延长深度学习模型训练时间。存储

容量方面，寄存器和缓存容量有限，主存满足基本存储

需求，辅助存储器容量巨大，用于长期存储大规模数

据，存储层次容量不足会影响芯片性能。带宽反映数据

传输能力，带宽不足会增加数据传输延迟，拖慢计算速

度。高效的存储层次结构能快速提供数据、合理存储，

并保证数据快速传输。

深度学习对存储层次要求高，需采用多种优化方

法。优化缓存策略，改进传统LRU算法，根据深度学习

任务特征动态调整缓存数据，优化缓存关联性和大小；

采用高带宽内存，如DDR4、DDR5或多通道内存技术，提

升数据传输速率；利用新型存储技术，如

NVM（PCM、RRAM），作为主存或缓存补充，采用分布式

存储架构，提高存储系统可靠性和扩展性。

5数据通路与存储层次协同优化策略

传统设计中数据通路和存储层次独立，导致数据传

输延迟和访问冲突。数据通路与存储层次协同优化旨在

提高计算效率和降低能耗。通过优化协同机制，减少传

输延迟和访问冲突，提升计算单元利用率，减少数据冗

余传输和存储。

数据预取技术依据数据访问模式和计算需求，预测

下一次计算所需数据并提前预取到缓存。缓存一致性维

护（如MESI协议）保证数据在不同缓存层次和计算单元

间一致，提升系统可靠性和性能。优化存储与计算单元

接口和通信机制，根据深度学习任务特点，合理分配存

储和计算资源，实现高效协同。

结合深度学习算法特点构建协同优化模型，包含任

务分析模块（负责分析深度学习任务类型、结构和计算

需求，提取关键特征）、资源分配模块（依据任务分析

结果，动态分配数据通路和存储层次资源）、调度模块

（协调数据通路和存储层次工作，按任务执行顺序和资

源分配情况，合理调度数据传输和计算操作）和反馈模

块（根据任务执行结果调整优化模型），实现高效协

同，提升深度学习加速芯片性能。

6实验与验证

实验选用CNN中的AlexNet和RNN中的长短时记忆网

络（LSTM）模型，对比优化前后芯片运行性能。实验环

境基于FPGA开发板和高性能服务器，用Verilog设计实
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现芯片架构，借助Xilinx ISE开发工具进行综合、仿

真，使用TensorFlow框架运行深度学习模型。

以AlexNet模型为例，优化前累计训练时长30小

时，在执行推理任务时，单次推理所需时间为150毫

秒。而在采用数据通路与存储层次协同优化策略之后，

训练时间锐减至10小时（缩短66.7%），推理时间仅需

30毫秒（减少了80%）。性能提升的关键原因在于，协

同优化有效地缓解了数据在存储层次与数据通路之间

传输时产生的延迟问题，极大地降低了存储访问冲突

的发生频率。。

能耗指标的测试选取了LSTM模型。当LSTM模型运行

在未优化的芯片架构上时，芯片的能耗稳定保持在200

瓦。而在引入协同优化策略后，能耗值降至120瓦（降

低了40%）。这主要是因为优化策略对数据传输和存储

操作进行了深度优化，摒弃了大量不必要的数据搬运

以及存储动作。通过减少这些冗余操作，从根本上降

低了芯片在运行深度学习任务过程中的整体功耗，这

对于提升芯片的能源利用效率、降低运行成本以及推

动绿色计算具有重要意义。

在存储利用率的分析中，本文重点关注存储访问次

数和缓存命中率这两个关键指标。优化前每完成一次深

度学习任务，存储访问操作极为频繁，平均访问次数高

达2000次，其中对主存的访问次数就多达1600次。而优

化后，存储访问次数下降至1000次，主存访问次数减

少到600次。主存访问次数占比从原本的80%下降至

60%。

缓存命中率方面，未优化时缓存命中率仅为20%，

但协同优化策略通过引入数据预取技术和缓存一致性维

护技术，确保了缓存中数据的准确性与有效性，避免了

数据不一致问题导致的计算错误，缓存命中率提升至

50%，提升幅度高达150%，降低了存储访问延迟和带宽

占用，有效提升存储资源的利用效率，优化了芯片的

整体性能。

将本文协同优化方案与英伟达GPU架构和谷歌的TPU

架构进行对比分析。计算性能上，处理卷积运算密集的

图像识别任务时，本方案与英伟达GPU架构相当甚至更

优，但GPU软件生态完善，通用性更强；与谷歌TPU架

构比，本方案更具灵活性，但TPU在特定框架和任务优

化程度上效率更高。能耗方面，本方案比GPU架构优势

明显，能耗更低；与TPU架构比，能耗表现相当，不同

应用场景下能耗有差异。存储利用率上，本方案通过优

化存储层次结构和数据访问策略，存储资源利用率优于

现有方案，但在存储带宽利用效率上，不如专门优化存

储带宽的方案。

7结论

本文针对深度学习加速芯片架构，实现数据通路与

存储层次协同优化，取得了一系列具有重要价值的研究

成果。在数据通路优化上，基于深度学习算法数据特

性，提出优化策略。通过采用新型架构与并行计算单

元，提升数据处理与传输效率；优化传输总线，有效降

低数据传输延迟，保障深度学习任务高效运行。存储层

次优化方面，研究各层级性能差异，构建合理架构。通

过优化缓存参数，引入高带宽内存、NVM等技术，提高

数据存储访问效率，减少存储冲突，满足深度学习对数

据存储的严苛要求。探索出数据通路与存储层次的协同

机制，提出基于任务动态特征的自适应协同优化方法。

该方法可根据任务和运行状态，智能调配工作模式与资

源，实现两者深度协同。构建的协同优化模型，验证了

方法的有效性。实验采用AlexNet和LSTM模型验证，结

果表明，协同优化后的芯片架构计算性能显著提升，训

练与推理时间大幅缩短，能耗降低，存储利用率提高，

具有良好的应用前景。
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